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RESUMEN

Este trabajo demuestra la factibilidad de usar la Teoría de Caos para determinar el horizonte de planeación factible para hacer predicciones con un modelo de análisis de políticas monetarias. Se hace una exposición de la teoría detrás de los sistemas dinámicos y complejos, y su adecuación para explicar el comportamiento de los modelos econométricos, especialmente los de predicción de variables financieras como la Tasa de Interés Activa Nominal promedio mensual de los Bancos Comerciales y de Servicios Múltiples. 
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1. INTRODUCCION

De acuerdo a un punto de vista prevaleciente pero poco sofisticado, el resultado de un sistema dinámico y determinístico puede ser pronosticado, en principio, con exactitud asumiendo que el modelo que representa el sistema es correcto. Los errores en la predicción pueden ser del mismo grado que los errores en las mediciones que sirvieron de fundamento al modelo. 

Contrario a esa visión, existen sistemas guiados por procesos aleatorios de irreductible complejidad, sujetos a la presencia de un gran número de grados de libertad cuyo comportamiento sólo puede ser pronosticado en términos probabilísticos. Esta visión fue superada con el descubrimiento de la teoría de caos, es decir, sistemas determinísticos con comportamiento estocástico. 

No es difícil entender por que estos hallazgos han capturado el interés de muchos economistas, ya que muchos tópicos en economía son formalizados mediante sistemas de ecuaciones diferenciales y de diferencias, y además, las técnicas desarrolladas por los matemáticos en el campo de la teoría de caos han demostrado ser de gran utilidad para la explicación de los ciclos económicos.
Este trabajo esta motivado en la búsqueda de una metodología que permita poder tener mayor seguridad en la formulación de modelos que expliquen el comportamiento de las variables monetarias de la economía dominicana. Por mucho tiempo hemos visto como los modelos de predicción y explicación de los fenómenos económicos, muchas veces fallan en poder darnos respuestas apropiadas a las razones de por qué la economía presenta sorpresas que dejan fuera de balance a los agentes económicos.

Se podrían esgrimir innumerables razones para explicar el por qué las cosas no suceden como dicen los modelos que debieron acontecer. Entonces pensamos que se trata de meramente una salida buscada por el analista para poder explicar la desviación de su pronóstico.  Otra razón para la discrepancia podría ser el cambio en las variables que sirvieron de base para la formulación del modelo de pronóstico, pero ¿Dónde nos deja esto?, ¿Es entonces imposible poder usar el modelamiento matemático en economía? ¿O es mejor desarrollar una metodología que permita dar augurios futurísticos sabiendo el alcance de dicho pronóstico.

Como dijo el gran economista británico del siglo XX, John Maynard Keynes, “en el largo plazo todos estaremos muertos”, queriendo esto indicar, que vale muy poco querer predecir el futuro lejano con precisión, y además, a principios de siglo XX el ritmo económico no era tan rápido como ahora, y ya para ese tiempo se entendía que querer hacer proyecciones a largo plazo era a todas luces impractico. 

Entonces, ¿que tan largo es el largo plazo?. Todos sabemos que la utilidad de un modelo de predicción se va reduciendo a medida que se extiende el horizonte de planeación. ¿Qué pasa cuando se rebasa el límite del horizonte de planeación? ¿Hasta donde llega el horizonte de planeación?
Esas son preguntas que despiertan otras preguntas, y entonces es cuando todos empezamos a especular y a dar nuestra mejor respuesta, basados simplemente en nuestras ideas muy propias de cada quien. Es cuando comienzan a aparecer las diferencias de criterio irreconciliables. 

Este trabajo propone explorar la factibilidad de usar las teorías de los sistemas complejos, la no linealidad y la teoría de caos para poder especificar científicamente un límite al horizonte de planeación que permita especificar cuando deben ser revisados los modelos a la luz de los acontecimientos presentes para poder tener una idea más clara de la bondad de predicción del modelo en estudio.
Una de las técnicas empleadas en la actualidad para explicar los cambios aparentemente aleatorios de las variables económicas, es la teoría de caos. Esta teoría plantea que existen evidencias para pensar que los agentes económicos asumen conductas que se reflejan en las variables macroeconómicas de manera parecida a procesos caóticos, los cuales pueden ser explicados usando modelos no lineales. Esta teoría de caos tiene sus orígenes en los trabajos de grandes matemáticos del siglo XIX, y durante gran parte de la última mitad del siglo XX, y las mismas han encontrado utilidad en las ciencias biológicas y en ingeniería.

2. APLICACIÓN DE LA TEORIA DE CAOS EN ECONOMIA

Existe mucha controversia entre los economistas en la aplicabilidad de la teoría de caos para explicar los fenómenos económicos. La controversia radica especialmente en el hecho de si hay o no caos, no linealidad y bifurcación en las variables macroeconómicas. Esto a pesar de la irrefutable evidencia encontrada en otros campos de las ciencias, como son en ingeniería, física, biología, astronomía, etc.
El interés de los economistas por la teoría de caos comenzó a finales de los años 1980, más de veinte años después del establecimiento de esta teoría en la física, lo cual data de 1963, cuando el meteorólogo E.N. Lorenz publico su trabajo sobre lo que se llamó el “Lorenz Attractor”.  El primer trabajo en llamar la atención de los economistas sobre la teoría de caos, fue el de Broca (1986), el que examino las cifras trimestrales del producto nacional bruto de los Estados Unidos, del 1947 al 1985, usando la dimensión de correlación de Grassberger y Procaccia, además de los exponentes de Lyapunov. Posteriores estudios no encontraron evidencia de caos en variables macroeconómicas, mientras que para variables financieras los resultados fueron mixtos.

La teoría de caos presenta una interesante perspectiva desde el punto de vista económico, principalmente en la explicación de fenómenos que aparentan tener un comportamiento desordenado. Detrás de ese aprante desorden, subyace una dinámica que puede ser explicada usando apropiadas técnicas matemáticas y estadísticas. En sistemas dinámicos como los económicos, los cuales cambian constantemente en el tiempo, cambios minúsculos en un momento dado, pueden ser los causantes de grandes consecuencias en un futuro. 
De haber evidencia de caos en la economía, esto implica la falta de seguridad en la predicción del comportamiento de las variables económicas. El Dr. Shinbrot (1993), del Laboratory for Fluid Mechanics, Chaos and Mixing, Department of Chemical Engineering, Northwestern University en Illinois USA, demuestra en su estudio que un proceso caótico aunque es impredecible, es controlable.

La teoría de caos tiene sus fundamentos en el estudio de los fenómenos complejos, no lineales y dinámicos que se producen en la naturaleza. Dada la semejanza que se puede observar entre las características de los fenómenos en los cuales se ha aplicado la teoría de complejidad, y las características de los procesos económicos, es muy probable que exista un campo fértil para la aplicación de los mismos principios para explicar el comportamiento de la economía.

A pesar de las evidencias favorables de la aplicabilidad de la teoría de caos, existen dificultades que pueden ser resumidas en los siguientes factores: a) Imposibilidad de hacer experimentos controlados en la economía. b) El tamaño del sistema económico no permite tener una visión de conjunto de todos los factores involucrados. c) La necesidad de gran volumen de información para poder aplicar de forma efectiva las metodologías matemáticas y estadísticas necesarias para poder probar la existencia de caos, no linealidad y complejidad en las variables económicas.

De los factores antes mencionados el más importante es el de la escasez de información con la suficiente frecuencia para poder descartar el efecto de elementos estacionales que contaminen la información usada en el análisis. Aunque desde el punto de vista teórico sería interesante obtener verificación empírica de que series macroeconómicas son generadas por sistemas caóticos determinísticos, es justo decir que esas series no son las más adecuadas para el cálculo de indicadores de caos. 

Esto es así por dos razones principales, primero, el tamaño de la muestra es muy pequeño con respecto a los cálculos que hay que realizar, debido principalmente a que la información económica se registra en el mejor de los casos, mensualmente, y segundo, mucha de la información económica contiene ruido sustancial, especialmente debido a series de tiempo como el producto nacional bruto.
El panorama es diferente cuando hablamos de aplicación de teoría de caos para estudiar la información proveniente de variables financieras. El estudio de Barnett y Serletis (2000) hizo una análisis de la literatura publicada sobre pruebas de dinámica no lineal en información financiera. De ese análisis de concluyó que hay más confiabilidad en los hallazgos de caos en la información financiera que en la macroeconómica. Las razones fueron la gran cantidad de información, así como también, la superior calidad de la misma.

Serletis y Gogas (1997) probaron la evidencia de caos en las tasas de cambio del mercado negro de 7 países de Europa Oriental, usando información mensual desde enero de 1955 hasta mayo del 1990. Usaron tres diferentes métodos , la prueba BDS, la prueba NEGM, y el exponente de Correlación. Encontraron consistencia en los resultados de los diferentes métodos y concluyeron, basados en la prueba NEGM, que existían procesos caóticos no lineales en 2 de las 7 series analizadas. Esto sugiere que hay un campo de investigación más promisorio en el estudio de información financiera usando la teoría de caos. Veremos más adelante una explicación de cómo funcionan estas pruebas.
Dado que la hipótesis de caos dentro del sistema económico no ha sido comprobado, se podría argumentar que de encontrarse caos en las variables económicas, este sería producto de la naturaleza, ya que los controladores de las políticas económicas no provocarían tal comportamiento de la economía de forma intencional. Por otro lado, de poder comprobar la existencia de caos en el movimiento de alguna variable económica, los métodos de predicción y modelamiento de la misma deberían ser reacomodados acorde a la magnitud del caos encontrado.
3. INDICADORES DE CAOS
Antes de pasar a describir algunos de los métodos para medir la presencia de caos en los procesos económicos, sería bueno hacer una corta exposición de los orígenes de esta técnica, que muchos han dado en llamar la nueva ciencia.
El caos tiene mucho que ver con cosas que evolucionan en el tiempo. El espacio o la distancia pueden tomar el lugar del tiempo en algunos casos. Por eso algunos matemáticos gustan diferenciar el caos temporal del caos espacial. Por definición general, el caos ocurre en sistemas dinámicos, no lineales y determinísticos. Basado en todos estos factores, el señor Williams (1997) en su libro de introducción a la teoría de caos, lo define así:

“Caos es una evolución sostenida de largo plazo y aparentemente desordenada que satisface ciertos criterios matemáticos especiales y que ocurre en sistemas determinísticos no lineales.”

De esta definición se desprenden algunas ideas que contradicen las ideas predominantes en la mayoría de la gente, primero, el desorden del caos es aparente, segundo, no hay aleatoriedad en los procesos caóticos, tercero, los procesos caóticos son de largo plazo.
El concepto que subyace detrás de todo esto, es que el caos en principio, por ser aparentemente desordenado, es impredecible su evolución. Por otro lado, al ser determinístico, y gobernado por sistemas de ecuaciones no lineales, debe ser posible su predicción y control una vez se conocen las relaciones matemáticas de las variables que lo influyen. Otro principio de los procesos caóticos es que son muy sensibles a las condiciones iniciales que los provocan. 

Uno de los trabajos seminales y que dieron a conocer de manera general la teoría de caos, fue el de James Gleick (1987), donde este expone los trabajos iniciales de E. Lorenz, y en el cual se argumenta la importancia de las condiciones iniciales, a través de “El efecto Mariposa”, donde dice que las condiciones del clima en Japón, por ejemplo, pueden ser afectadas por el batir de las alas de una mariposa en California. 
Esto apunta a que un proceso caótico es tan sensible a las condiciones iniciales, que un cambio minúsculo de las mismas puede producir efectos enormes en el sistema. El Dr. Lorenz (1963) fue el primero en probar esto, por error, al correr varias veces un modelo computarizado de simulación del clima y observar las enormes diferencias que se producían al hacer cambios minúsculos en las condiciones iniciales del modelo.
3.1 Prueba de Dimensión de Correlación

Este método fue desarrollado por Grassberger y Procaccia (1983). También llamado el exponente de correlación. La idea básica del algoritmo es remplazar el algoritmo box-counting necesario para computar la dimensión Fractal, con la medida de la correlación entre puntos de una larga serie de tiempo en el “Attractor”, dado que la dimensión de correlación es probabilística, no una métrica.
Para explicar la prueba de la dimensión de correlación, comencemos definiendo una serie de tiempo unidimensional 
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. El valor seleccionado de m se le llama dimensión incluida y cada 
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 se conoce como una m-historia de la serie 
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. Esto convierte la serie de escalares en una serie más corta de m-dimensional vectores con entradas solapadas. En particular de una serie de n elementos, se pueden sacar N=n-m+1 m-historias. 
La prueba de dimensión de correlación se basa en la función de correlación C(N,m,ε), la cual, para una dimensión incluida m está dada por:
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Donde ε es un número suficientemente pequeño, H(z) es la función Heavside que tiene la siguiente forma:
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En otras palabras, la función de correlación es el número de pares (t,s) tal que Xt y Xs están cerca uno de otro una distancia definida por ε. Así que, C(N,m,ε) mide la probabilidad de que la distancia entre dos entradas cualquiera de la m-historia sea menor que ε. Si C(N,m,ε) es grande (es decir cerca de 1) para un valor pequeño de ε, entonces la serie puede estar muy correlacionada.
Para moverse de la función de correlación a la dimensión de correlación, se investiga como C(N,m,ε) cambia al cambiar ε. Se esperaría que C(N,m,ε) se incrementara al aumentar ε. De hecho Grassberger y Procaccia (1983) demostraron que para valores pequeños de ε, C(N,m,ε) crece exponencialmente a una tasa Dc tal que:
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donde η es una constante y Dc es la dimensión de correlación. Si el incremento en C(N,m,ε) es bajo a medida que ε aumenta, entonces la mayoría de los puntos en la serie están cercanos unos de otros y la serie está bien correlacionada. Entonces, a mayor dimensión de correlación, está menos correlacionada la serie de tiempo, lo que indica que el sistema se comporta de forma estocástica. Por otro lado, a menor dimensión de correlación, (a menor incremento en C(N,m,ε) a medida que ε aumenta) la data está más correlacionada, por lo que el sistema es más determinístico, aunque más complicado. Por lo tanto, la dimensión de correlación puede ser definida como:
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Al investigar el valor estimado de Dc a medida que m se incrementa, si Dc aumenta el sistema es estocástico. Sin embargo, si la data es producida por un proceso determinístico con comportamiento caótico, entonces Dc  llega a un límite finito de saturación más allá de un valor de m relativamente pequeño. Lo que indica que la dimensión de correlación puede emplearse para distinguir un proceso totalmente aleatorio de uno caótico determinístico.

A pesar de esto, si la dimensión de correlación es muy grande, como en el caso de caos altamente dimensionado, será muy difícil estimarla sin una gran cantidad de datos. Ruelle (1990) argumenta que una serie caótica sólo puede ser distinguida si tiene una dimensión de correlación por debajo de 2 log10 N, donde N es el tamaño de la muestra. Esto sugiere que con series de tiempo de variables económicas, la dimensión de correlación sólo puede distinguir caos de baja dimensión de procesos estocásticos de altas dimensiones.

3.2 Prueba BDS

Motivado por las desconocidas propiedades de muestreo de la prueba estadística de la dimensión de correlación, Brock, Dechert, LeBaron y Scheinkman (1996) desarrollaron otra prueba estadística la cual se conoce como la prueba BDS. Esta prueba compara la hipótesis nula de que no hay procesos caóticos, contra una alternativa no especificada, usando una técnica no paramétrica.
El estadístico BDS está basado en la función de correlación discutida anteriormente, y es:
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donde 
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 es un estimador asintótico de la desviación estándar de 
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. El estadístico BDS es asintóticamente estándar y normal bajo la hipótesis nula de que no hay caos.
3.3 Prueba NEGM

La herramienta más importante para el diagnóstico de la presencia de dependencia sensitiva en las condiciones iniciales, está provista por el exponente de Lyapunov, λ, y esa dependencia sensitiva es la característica principal de Caos. Este exponente mide el promedio de la divergencia exponencial entre trayectorias que difieren en las condiciones iniciales en una cantidad infinitesimal. Exponentes Lyapunov positivos es una definición operacional de caos.
Uno de los primeros métodos para el cálculo del exponente Lyapunov dominante es el provisto por Wolf, Swift, Swinney y Vastano (1985). Este método requiere largas series de tiempo y es sensitivo al ruido dinámico, de modo que puede producir un valor inflado del exponente Lyapunov.  Nychka, Ellner, Gallart y McCaffrey (1992) propusieron un método de regresión (NEGM), usando redes neuronales para probar la positividad del exponente de Lyapunov dominante. 
Asumamos que la data 
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 para 1≤t≤N, donde L es un parámetro de rezago en el tiempo y m es la longitud de la autoregresión. Entonces f  es una función de suavización desconocida, y 
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Donde 
[image: image19.wmf](

)

'

,...,

,

L

mL

t

L

t

t

t

x

x

x

X

+

-

-

=

, 
[image: image20.wmf](

)

(

)

(

)

'

,...,

,

,...,

L

mL

t

L

t

mL

t

L

t

L

t

x

x

x

x

f

X

F

+

-

-

-

-

-

=

 y 
[image: image21.wmf](

)

'

0

,...,

0

,

t

t

e

E

=

. El procedimiento utiliza un método basado en jacobianos para estimar λ a través de la estimación individual de las matrices jacobianas:
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Las derivaciones propuestas por Nychka et al. (1992) dan el estimador del exponente de Lyapunov en la siguiente ecuación:
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El inverso del exponente lyapunov es un indicador de la duración del período de tiempo en que se puede hacer una predicción con cierto grado de certeza.

3.4 ¿Cual Prueba escoger?

Las tres pruebas antes descritas sirven para detectar la presencia de caos en una serie de tiempo. Unas requieren de una cantidad enorme de información, como es la del exponente Lyapunov (NEGM), donde se hace la selección a partir del cálculo de varios exponentes y eligiendo el mayor de ellos. Otras son estimaciones de parámetros estadísticos (BDS) y aunque la contundencia de los resultados de la misma, no es tan buena como la del exponente Lyapunov. Requiere de menos información para su cálculo.

La prueba de dimensión de correlación es la más sencilla de aplicar y usaremos la misma para estudiar la presencia de caos en las series de tiempo de la variable financiera del ejemplo siguiente.

4. EVALUACIÓN DE CAOS EN VARIABLES FINANCIERAS

El estudio de Barnett y Serletis (2000) indica que ha sido más frecuente el hallazgo de caos en variables financieras que económicas. Las razones de esto ya fueron explicadas anteriormente, y por lo tanto se ha escogido la tasa de interés activa que cobran los Bancos Comerciales y de Servicios Múltiples a los préstamos, para tratar de verificar la existencia o no de caos en el movimiento de la misma.

Las cifras que aparecen en la tabla 1 del anexo, fueron tomadas de los boletines que publica el Banco Central de la República Dominicana, y las cuales también se encuentran en el sitio de Internet www.bancentral.gov.do. En la Figura 1 se puede ver la tendencia aparentemente estacional de la tasa de interés activa promedio de los Bancos Comerciales y de Servicios Múltiples.
Esta serie tiene las características apropiadas para ser analizada usando la prueba de la dimensión de correlación. Como indican Barnett y Serletis (2000) con las variables financieras como esta, la cantidad de datos no es un factor tan limitante, ya que por lo regular, se puede tener confiabilidad en la precisión del origen de los datos. El análisis preliminar de la Figura 1 también apunta a que se tiene un modelo no lineal de explicación de la serie. Se usará del software MINITAB release 13.32 para el análisis numérico de los datos.
Champ y Freeman (2001) en su libro sobre Modelamiento de Economías Monetarias, en el capítulo 6 hace una breve exposición de un modelo matemático que explica el comportamiento de la tasa de interés nominal de los bancos en función de las expectativas de inflación. La predicción de la tasa nominal de interés ajustada a la tasa de inflación es llamada el Efecto Fisher en honor a Irving Fisher, economista americano de principios del siglo XX.
Dentro de las complejidades del sistema económico, lo que indica el efecto Fisher es que debería haber una tendencia para que la tasa de interés nominal se mueva junto a la tasa de inflación esperada, pero debido a cambios bruscos en la tasa de interés real, es de esperarse una diferencia variable entre la tasa de interés nominal y la tasa de inflación. 
Pero además de la tasa de inflación anticipada, hay otros factores que influyen en el valor de la tasa de interés activa nominal, entre esos factores se pueden mencionar, la competencia, la tasa de rentabilidad esperada por los intermediarios financieros, el destino de los préstamos, la política Monetaria del Banco Central, la abundancia de dinero en la economía, etc. Esto hace que el modelo explicativo para la tasa de interés pueda ser de una complejidad apreciable. Si a esto le agregamos el factor especulativo, el modelo se complica aún más.

Si todos estos factores afectan de manera natural el comportamiento de la tasa de interés, es de esperarse que un proceso caótico sea el causante de que las tasas se ajusten de forma automática. De no poder demostrarse la presencia de un sistema caótico, entonces habría razones para pensar que fuerzas no naturales son las causantes del comportamiento de esa variable financiera. 
Recordemos la ecuación de la función de correlación:
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Del estudio de la variación de C(N,m,ε) a medida que cambia ε se podrá demostrar la presencia de caos. Se debe hacer un análisis de sensibilidad cambiando los valores de ε. Para los datos de la Tabla 1, usaremos N=131, m=1, 1≤s-t≤3 y 0.1≤ε≤4.2. En la tabla 2 del anexo se resumen los resultados. Es notorio como la función de correlación tiene un comportamiento similar para los tres escenarios mostrados donde la diferencia entre uno y otro, es el rezago (t-s) utilizado en el cálculo de C(N,m,ε).
En la Figura 2 del anexo se ve como la función C(N,m,ε) crece de forma asintótica hasta cierto valor de ε, donde para s-t = 1 el valor límite de ε es 2.4, para s-t = 2, ε aumenta hasta 3.2, y para s-t = 3,  ε crece hasta alcanzar 3.8. En los tres escenarios los resultados obtenidos coinciden con los esperados por Grassberger y Procaccia (1983), resaltando el hecho de que mientras más pequeño es el rezago (s-t=1), más rápido converge la función de correlación a su valor máximo. 
La figura 3 despliega el comportamiento de la función de correlación en escala logarítmica para los tres escenarios. La dimensión de correlación se calcula computando mediante mínimos cuadrados la pendiente de la curva en la figura 3, cuando s-t = 1, la cual es igual a 0.606. Para las otras curvas evidentemente la dimensión de correlación es más pequeña. En la Figura 4 se pueden ver los resultados del análisis de regresión reportados por MINITAB.
De acuerdo con estos autores si el incremento en C(N,m,ε) es bajo a medida que ε aumenta, entonces la mayoría de los puntos en la serie están cercanos unos de otros y la serie está bien correlacionada. Para este ejemplo, el incremento de ε es constante 0.1, mientras que los incrementos de C(N,m,ε), para s-t = 1, son decrecientes desde 0.000822 hasta 0. Para s-t = 2 y s-t = 3, los incrementos máximos respectivos fueron de 0.000656 y 0.000545. Los detalles de este cálculo se pueden ver la Tabla 3 del anexo.
Los resultados de la prueba se ven reforzados ya que se cumple con la relación planteada por Ruelle (1990) de que la dimensión de correlación debe estar por debajo de 2*Log10 N, es decir 2*Log10 131= 4.2345, lo cual se cumple cabalmente en los tres escenarios del estudio.
Los resultados del análisis indican que en la serie de tiempo estudiada correspondiente a las tasas de interés activas nominales promedio de los Bancos Comerciales y de Servicios Múltiples, hay una evidente correlación entre los valores observados, indicador esto de que estamos en presencia de un proceso caótico para la fijación de dichas tasas, el cual es determinístico y complejo.

De acuerdo con Beker (1998), el inverso de la dimensión de correlación es la longitud máxima de períodos de tiempo en que se pueden hacer pronósticos con cierto grado de certeza. Para este caso sería 1/0.606
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Este hallazgo reviste gran importancia ya que parece paradójico que estas tasas estén determinadas por un proceso caótico, ya que los Bancos Comerciales son relativamente pocos (menos de 15 durante el período de estudio) y lo más lógico sería pensar que estas tasas se fijan en base a acuerdos oligopólicos. La demostración de la prueba de Dimensión de Correlación dice lo contrario.

5. ANALISIS ESTADISTICO DE LA TASA DE INTERES ACTIVA

En el entendido de que se ha demostrado la existencia de un proceso caótico en la serie de tiempo que ha desarrollado la tasa de interés nominal activa mensual promedio durante los últimos 131 meses, procederemos a hacer un análisis estadístico a los datos del estudio, para determinar un modelo de pronóstico del mismo y sabiendo cual es el horizonte de planeación factible, proyectar el valor de la tasa de interés.
El primer paso para el análisis de la serie, es hacer un gráfico de la misma, en la Figura 1 del anexo se puede ver el comportamiento gráfico de los datos. De la gráfica podemos apreciar que al parecer hay un componente estacional en la serie con una leve tendencia.
Siempre usando estacionalidad de 12 meses, se procedió a hacer varias pruebas estadísticas a los datos ajustando varios modelos de pronóstico usando MINITAB. La bondad de cada uno de los modelos puede ser apreciada a partir de los siguientes parámetros, que mientras más pequeños, mejor:

MAPE: Mean Absolute Persentage Error

MAD: Mean Absolute Deviation

MSD: Mean Squared Deviation

A continuación los diferentes métodos de ajuste:
5.1 Método de Descomposición.

Para todas las pruebas se extrajo una sección de los datos tomando los primeros 121 elementos de la serie para ajustar el modelo, y los últimos 10 para probar que tan bueno fue el pronóstico. Para hacer el experimento más interesante, se hizo siempre un pronóstico de los próximos 20 elementos de la serie.

MAPE:     8.93799 

MAD:      2.40895 

MSD:      8.13115 

5.2 Método de Promedio Móvil.

Para el ajuste de la serie usando este método, se escogió un promedio movíl de los dos últimos períodos. Los resultados de los parámetros de evaluación son:
MAPE: 3.33301    

MAD:  0.90672    

MSD:  1.39726    

5.3 Método de Suavizamiento Exponencial Simple.

Usando un valor de 1.110 para el factor de suavizamiento 
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, los parámetros de evaluación fueron:

MAPE: 2.85745     

MAD:  0.78127     

MSD:  0.96661     

5.4 Método de Winter.

Este método usa el procedimiento de Holt-Winter de suavizamiento exponencial y provee pronósticos adecuados de corto y mediano plazo. Este método es muy útil cuando hay evidencia de tendencia y estacionalidad en los datos. Los resultados para este método fueron:

MAPE: 7.54213        

MAD:  2.08997        

MSD:  6.31373        

5.5 Método ARIMA.

ARIMA ajusta un modelo de Box-Jenkins a la serie de tiempo. ARIMA quiere decir Autoregressive Integrated Moving Average. El modelo ARIMA ajustado es un AR(1) con promedio movíl de 2. El MSE resultante fue de 0.8425.
5.5 Comparación de Métodos.

Según los parámetros estadísticos de comparación, los mejore ajustes los producen los métodos de ARIMA y Suavizamiento Exponencial Simple. En la tabla 4 del anexo, podemos ver los pronósticos producidos por cada uno de los métodos y valores observados reales. También en las Figuras 5.1 a 5.5 se ven gráficamente los pronósticos de cada uno de los métodos.
En la tabla 4 se puede apreciar que el modelo ARIMA es el que produce pronósticos más cercanos a los valores reales observados de tasas de interés, siendo notorio que sólo los dos primeros pronósticos de la serie, el 122 y 123, están los suficientemente cerca de los valores reales observados, con lo que se comprueba que este modelo caótico sólo se pueden hacer predicciones certeras no más allá de dos meses en el futuro. Para el modelo ARIMA el mes 124 tuvo un pronóstico similar al valor real, pero esto podría ser casualidad.
6. CONCLUSIONES

De todos los trabajos publicados que hemos revisado hasta el momento, sobre el estudio de caos en variables económicas, lo que han podido probar es la existencia o no de caos en la información económica. Si el caos ha sido encontrado, no se ha podido demostrar si el mismo es debido a la estructura de la misma economía, o si es debido al clima caótico que rodea el planeta. Es decir, se puede probar la existencia de caos, pero no la causa del mismo.
Si la predicción es el objetivo, la posible existencia de caos puede ser explotable y aún invaluable. Sin embargo la predicción a largo plazo siempre será una quimera y la determinación  de la existencia de caos pudiera ayudar a determinar que tan largo podría ser el horizonte de planeación (usando el inverso de la Dimensión de Correlación).
Se han expuesto tres de las pruebas más importantes para la determinación de Caos en series de tiempo y se ha aplicado exitosamente una de ellas a la serie de 131 observaciones mensuales de la tasa de interés nominal activa promedio de los Bancos Comerciales y de Servicios Múltiples. Aunque muchos autores cuestionan la veracidad de los resultados con series tan cortas, las opiniones están divididas al respecto.

La literatura económica sigue haciendo aportes en cuanto a aplicaciones de la Teoría de Caos y la Complejidad de los Sistemas Dinámicos no Lineales para explicar el comportamiento de los procesos económicos. Existen otras pruebas, no descritas en este trabajo, como la de Hinich Bispectrum (1982), la prueba de White (1989), y la prueba de Kaplan (1994), todas con sus atributos e inconvenientes. Sería de gran utilidad poder hacer estas pruebas a la data utilizada en este trabajo para confrontar los resultados. Esto puede ser motivo de futuros trabajos.

Otra aplicación posible de los resultados de este trabajo, sería probar los métodos de determinación de caos a otras variables financieras, para verificar si la ventaja de especificar un horizonte de planeación para la revisión de las políticas monetarias, puede ayudar a los tomadores de decisiones en los organismos de regulación y supervisión del Sistema Financiero Nacional, a hacer una mejor programación con miras a mantener bajo control los agregados monetarios, y de esa manera, provocar un equilibrio de largo plazo.

Esperamos que después de leer este trabajo, cuando un dirigente político se refiera a un caos económico, lo haga después de determininar que se trata de un proceso con comportamiento estocástico y no de un sistema en evolución el cual desconoce.
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8. ANEXOS
Tabla 1

Tasas de Interés Activas Nominales Promedio de los Bancos Comerciales y Múltiples

Agosto 1991-Junio 2002

	
	1991
	1992
	1993
	1994
	1995
	1996
	1997
	1998
	1999
	2000
	2001
	2002

	1
	
	31.86
	29.87
	27.86
	32.11
	27.12
	24.00
	22.51
	27.98
	25.48
	29.26
	21.92

	2
	
	28.77
	31.97
	26.26
	31.66
	26.78
	23.76
	22.99
	28.27
	25.81
	29.57
	22.95

	3
	
	27.14
	31.09
	26.76
	31.46
	25.20
	23.83
	24.08
	27.49
	25.82
	29.14
	24.73

	4
	
	25.95
	31.23
	26.07
	31.46
	24.34
	23.17
	25.72
	27.65
	25.60
	28.95
	26.13

	5
	
	25.88
	31.13
	27.00
	30.88
	25.88
	23.58
	28.63
	26.95
	26.29
	27.79
	26.04

	6
	
	25.77
	30.52
	27.52
	31.21
	25.49
	22.58
	27.86
	26.47
	26.83
	26.61
	25.75

	7
	
	26.88
	31.24
	29.19
	30.84
	25.88
	22.89
	29.10
	26.27
	27.97
	25.24
	

	8
	37.14
	27.14
	29.58
	29.30
	31.00
	26.60
	22.41
	29.44
	24.73
	28.44
	24.20
	

	9
	35.18
	29.48
	28.95
	30.16
	30.59
	25.38
	21.60
	28.81
	24.40
	29.13
	23.25
	

	10
	35.21
	30.25
	28.22
	31.71
	29.82
	23.92
	20.77
	27.67
	23.49
	29.74
	22.67
	

	11
	34.54
	30.75
	28.11
	31.22
	29.18
	24.29
	21.07
	28.29
	24.31
	29.96
	22.01
	

	12
	34.24
	30.23
	26.70
	31.05
	29.47
	23.10
	21.22
	27.09
	25.76
	30.33
	21.96
	


Fuente: Banco Central de la República Dominicana
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Figura 1
Tabla 2
Sensibilidad de la Función de Correlación

C(131,1,ε)
	ε
	s-t=1
	s-t=2
	s-t=3
	ε
	s-t=1
	s-t=2
	s-t=3

	0.1
	0.000470
	0.000417
	0.000303
	2.2
	0.007340
	0.006559
	0.005451

	0.2
	0.001174
	0.000835
	0.000545
	2.3
	0.007340
	0.006679
	0.005632

	0.3
	0.001703
	0.001371
	0.000727
	2.4
	0.007516
	0.006738
	0.005935

	0.4
	0.002525
	0.001610
	0.001272
	2.5
	0.007516
	0.006917
	0.005935

	0.5
	0.003053
	0.001908
	0.001575
	2.6
	0.007516
	0.006977
	0.006117

	0.6
	0.003464
	0.002445
	0.001696
	2.7
	0.007516
	0.007215
	0.006298

	0.7
	0.004228
	0.003101
	0.001877
	2.8
	0.007516
	0.007215
	0.006480

	0.8
	0.004639
	0.003339
	0.002301
	2.9
	0.007516
	0.007394
	0.006601

	0.9
	0.005109
	0.003637
	0.002604
	3.0
	0.007516
	0.007394
	0.006601

	1.0
	0.005285
	0.003876
	0.002968
	3.1
	0.007516
	0.007394
	0.006722

	1.1
	0.005637
	0.004114
	0.003210
	3.2
	0.007516
	0.007513
	0.006783

	1.2
	0.006166
	0.004532
	0.003513
	3.3
	0.007516
	0.007513
	0.006844

	1.3
	0.006342
	0.005009
	0.003755
	3.4
	0.007516
	0.007513
	0.007086

	1.4
	0.006459
	0.005247
	0.004118
	3.5
	0.007516
	0.007513
	0.007086

	1.5
	0.006635
	0.005426
	0.004239
	3.6
	0.007516
	0.007513
	0.007146

	1.6
	0.006929
	0.005665
	0.004542
	3.7
	0.007516
	0.007513
	0.007207

	1.7
	0.007164
	0.005844
	0.004542
	3.8
	0.007516
	0.007513
	0.007389

	1.8
	0.007223
	0.006142
	0.004845
	3.9
	0.007516
	0.007513
	0.007389

	1.9
	0.007223
	0.006202
	0.004966
	4.0
	0.007516
	0.007513
	0.007389

	2.0
	0.007281
	0.006380
	0.005208
	4.1
	0.007516
	0.007513
	0.007389

	2.1
	0.007340
	0.006440
	0.005269
	4.2
	0.007516
	0.007513
	0.007389


Tabla 3
Incrementos de la Función de Correlación

C(131,1,ε)

	ε
	s-t=1
	s-t=2
	s-t=3
	ε
	s-t=1
	s-t=2
	s-t=3

	0.1
	
	
	
	2.2
	      -   
	 0.000119 
	 0.000182 

	0.2
	 0.000704 
	 0.000418 
	 0.000242 
	2.3
	      -   
	 0.000120 
	 0.000181 

	0.3
	 0.000529 
	 0.000536 
	 0.000182 
	2.4
	 0.000176 
	 0.000059 
	 0.000303 

	0.4
	 0.000822 
	 0.000239 
	 0.000545 
	2.5
	      -   
	 0.000179 
	      -   

	0.5
	 0.000528 
	 0.000298 
	 0.000303 
	2.6
	      -   
	 0.000060 
	 0.000182 

	0.6
	 0.000411 
	 0.000537 
	 0.000121 
	2.7
	      -   
	 0.000238 
	 0.000181 

	0.7
	 0.000764 
	 0.000656 
	 0.000181 
	2.8
	      -   
	      -   
	 0.000182 

	0.8
	 0.000411 
	 0.000238 
	 0.000424 
	2.9
	      -   
	 0.000179 
	 0.000121 

	0.9
	 0.000470 
	 0.000298 
	 0.000303 
	3.0
	      -   
	      -   
	      -   

	1.0
	 0.000176 
	 0.000239 
	 0.000364 
	3.1
	      -   
	      -   
	 0.000121 

	1.1
	 0.000352 
	 0.000238 
	 0.000242 
	3.2
	      -   
	 0.000119 
	 0.000061 

	1.2
	 0.000529 
	 0.000418 
	 0.000303 
	3.3
	      -   
	      -   
	 0.000061 

	1.3
	 0.000176 
	 0.000477 
	 0.000242 
	3.4
	      -   
	      -   
	 0.000242 

	1.4
	 0.000117 
	 0.000238 
	 0.000363 
	3.5
	      -   
	      -   
	      -   

	1.5
	 0.000176 
	 0.000179 
	 0.000121 
	3.6
	      -   
	      -   
	 0.000060 

	1.6
	 0.000294 
	 0.000239 
	 0.000303 
	3.7
	      -   
	      -   
	 0.000061 

	1.7
	 0.000235 
	 0.000179 
	      -   
	3.8
	      -   
	      -   
	 0.000182 

	1.8
	 0.000059 
	 0.000298 
	 0.000303 
	3.9
	      -   
	      -   
	      -   

	1.9
	      -   
	 0.000060 
	 0.000121 
	4.0
	      -   
	      -   
	      -   

	2.0
	 0.000058 
	 0.000178 
	 0.000242 
	4.1
	      -   
	      -   
	      -   

	2.1
	 0.000059 
	 0.000060 
	 0.000061 
	4.2
	      -   
	      -   
	      -   
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Figura 2
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Figura 3
Regression Analysis: logc1 versus loge

The regression equation is

logc1 = - 5.48 + 0.606 loge

Predictor        Coef     SE Coef          T        P

Constant     -5.47842     0.04002    -136.89    0.000

loge          0.60599     0.03997      15.16    0.000

S = 0.2245      R-Sq = 85.2%     R-Sq(adj) = 84.8%

Analysis of Variance

Source            DF          SS          MS         F        P

Regression         1      11.580      11.580    229.81    0.000

Residual Error    40       2.016       0.050

Total             41      13.595

Unusual Observations

Obs       loge      logc1         Fit      SE Fit    Residual    St Resid

  1      -2.30    -7.6628     -6.8738      0.1173     -0.7890       -4.12RX

  2      -1.61    -6.7473     -6.4537      0.0912     -0.2936       -1.43 X

R denotes an observation with a large standardized residual

X denotes an observation whose X value gives it large influence.

Figura 4

Tabla 4

Comparación de Pronósticos de tasa de interés activa

	Mes
	Tasa observada
	Descomp.
	Promedio Movíl
	Suavizam.

Exponen.
	Winter
	ARIMA

	122
	23.25
	25.8159
	24.72
	24.1007
	27.4403
	23.5156

	123
	22.67
	24.7614
	24.72
	24.1007
	26.7596
	23.0408

	124
	22.01
	25.2582
	24.72
	24.1007
	26.6978
	22.7598

	125
	21.96
	25.2669
	24.72
	24.1007
	26.3162
	22.5638

	126
	21.92
	25.0296
	24.72
	24.1007
	25.9209
	22.4053

	127
	22.95
	25.0435
	24.72
	24.1007
	25.5909
	22.2632

	128
	24.73
	24.7188
	24.72
	24.1007
	24.9469
	22.1283

	129
	26.13
	24.9510
	24.72
	24.1007
	24.4930
	21.9967

	130
	26.04
	24.7503
	24.72
	24.1007
	24.4330
	21.8664

	131
	25.75
	24.7499
	24.72
	24.1007
	23.7209
	21.7367


[image: image33.png]tasa-121

35

30

25

20

Decomposition Fit for tasa-121

= Actual

& Predicted

+  Forecast
—— Actual
——- Predicted
————— Forecast

MAPE:  8.93799
MAD: 240895
MSD: 8.13115




Figura 5.1
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Figura 5.2
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Figura 4.3
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Figura 5.4
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Figura 5.5

Tasa de Interes Activa Nominal
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